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Resumen

Una de las aplicaciones mas utilizadas de la mineria educativa de datos es la prediccion del rendimiento
académico. El objetivo de este trabajo es presentar la construccién, evaluacion y aplicacién de un modelo
predictivo del rendimiento académico de estudiantes universitarios por medio de la técnica de mineria de
datos conocida como algoritmo Naive Bayes. En este trabajo se recabaron datos de 122 estudiantes como
entrenamiento para el algoritmo y se aplicé el modelo para predecir el rendimiento académico de 71
estudiantes. Los resultados muestran que el modelo predictivo, ademas de obtener predicciones del ren-
dimiento académico, también identifica los factores que mas influyen en él. Este tipo de estudios permite
a los profesores disefar estrategias de prevencion e identificar estudiantes que son vulnerables a reprobar.

Palabras clave: prediccidon - rendimiento académico — mineria de datos — modelo predictivo - algoritmo
Naive Bayes.

Abstract

One of the most widely used applications of educational data mining is predicting academic performance.
The aim of this paper is to present the construction, evaluation and implementation of a predictive model
of the academic performance of university students by means of the data mining technique known as the
Naive Bayes algorithm. We collected data from 122 students as training for the algorithm and applied the
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model to predict the academic performance of 71 students. The results show that, in addition to obtaining
predictions of academic performance, the predictive model also identifies the factors that influence it the
most. This type of study allows teachers to design prevention strategies and identify students who are
vulnerable to failure.

Keywords: prediction — academic performance - data mining — predictive model — Naive Bayes algorithm.

Antecedentes

Existe un crecimiento en el uso y manejo de las Tecnologias de la Informacién y la Comunica-
cion (TIC) en diversas areas, debido al surgimiento de aplicaciones generadas por la actividad
humana tales como la internet, los sistemas de comunicaciones moviles celulares, las redes
inaldmbricas, entre muchas otras. Este avance tecnolégico ha propiciado un incremento en la
cantidad de informacién a almacenar, la cual es generada para objetivos especificos y, una vez
cumplidos, es ignorada o eliminada. No obstante, dicha informacién puede ser analizada para
extraer algun tipo de conocimiento para generar un beneficio. Actualmente, este tipo de ana-
lisis se realiza por medio de técnicas de mineria de datos, principalmente, en areas comercia-
les y empresariales (Han, 2012). Debido a su éxito, se ha comenzado a utilizar estas técnicas
en ambientes educativos con el objetivo de descubrir informacién atil que pueda beneficiar a
los procesos de ensefianza y aprendizaje de diversas instituciones educativas. De esta manera,
existe una tendencia al uso de técnicas de mineria de datos en ambientes educativos (Romero
y Ventura, 2010; 2012; Pefa, 2014). En paises de Latinoamérica, es un area reciente (Estrada,
Zamarripa, Zuniga y Martinez, 2016), por lo que existen diferentes lineas de investigacién para
su uso y desarrollo. Una de estas lineas de investigacion es la prediccion del rendimiento aca-
démico de estudiantes. El rendimiento académico se refiere al nivel de logro o éxito que se
puede alcanzar en una o varias asignaturas (Reynoso y Méndez, 2018) y es parte esencial en las
universidades, debido a que es uno de sus principales criterios de calidad académica (Shabhiri,
Husain y Rashid, 2015).

La capacidad de predecir el rendimiento académico ofrece beneficios al profesor, a los
estudiantes y a la institucion educativa, tales como: plantear programas de prevencion estra-
tégicos para estudiantes con bajo rendimiento, detectar estudiantes en peligro de desercién,
identificar caracteristicas de los estudiantes que les permiten obtener un buen rendimiento
académico, entre muchas otras.

Perspectiva tedrica
La reprobacién estudiantil de uno o varios cursos es un insuficiente rendimiento cuantitativo
y/o cualitativo de las capacidades de un estudiante para conseguir los parametros minimos
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establecidos por una institucién educativa, lo cual limita o detiene el avance de un estudiante
en su vida académica (Rodallegas et al., 2010). La reprobacién puede ocasionar la desercién es-
colar, es decir, el abandono definitivo y sin causa justificada de la institucién educativa por parte
del estudiante sin haber terminado su etapa educativa que esté cursando. En el caso de las uni-
versidades, las principales problematicas son los indices de reprobacién y la desercién escolar,
lo cual provoca bajos indices de eficiencia terminal (Vera, Ramos, Sotelo, Echeverria y Serrano,
2012). Con el objetivo de abatir estos problemas educativos y brindar una buena formacion aca-
démica, las instituciones educativas estan interesadas en retener a sus estudiantes. No obstan-
te, a pesar de los programas que se han implementado para evitar el fracaso escolar, disminuir
la reprobacién y evitar el abandono, no es sencillo debido a que es un problema multifactorial.

En la actualidad, para reducir la reprobacién y desercion de estudiantes en las instituciones
educativas, se han aplicado con éxito técnicas de mineria de datos para crear modelos predicti-
vos del rendimiento académico (Marquez, Romero y Ventura, 2012). Algunos atributos de estu-
diantes que se han utilizado en la literatura para prediccion del rendimiento académico son las
evaluaciones internas, el promedio actual y otros factores socioeconémicos (Shahiri et al., 2015).

De manera general, la mineria de datos es el proceso de extraer conocimiento util y com-
prensible, previamente desconocido, de datos almacenados (Hernandez, Ramirez y Ferri, 2004;
Witten, Frank y Hall, 2005). Este proceso, aplicado a la educacion, se conoce como mineria edu-
cativa de datos, la cual surge como un paradigma orientado al disefo, tareas, métodos y algo-
ritmos, con el objetivo de explorar los datos del ambiente educativo (Pena, 2014). Tiene como
proposito descubrir conocimiento y patrones dentro datos educativos para realizar predicciones
del comportamiento de estudiantes (Luan, 2002), es decir, permite encontrar y analizar patro-
nes que caractericen los comportamientos con base en sus logros, evaluaciones y dominio del
contenido de conocimiento que tienen los alumnos en los diversos mecanismos de ensefianza y
aprendizaje de las diversas instituciones publicas y privadas (Ballesteros y Sdnchez, 2013).

De forma mas amplia, el proceso completo de aplicacion de técnicas de mineria de datos
es conocido como descubrimiento de conocimiento en bases de datos (Knowledge Discovery in
Databases, KDD) (Hernandez et al., 2004), el cual coloca a la mineria de datos como una de las
fases del mismo. Este proceso se muestra esquematicamente en la figura 1.
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Figura 1. Proceso de descubrimiento de conocimiento en bases de datos
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Fuente: elaboracion propia a partir de la metodologia mostrada en Hernandez et al. (2004).

La primera fase del proceso KDD es la integracion y recopilaciéon de datos, en la cual se de-
terminan las fuentes de informacion y la manera de conseguirlas para formar la base de datos a
utilizar. La siguiente fase es el procesamiento, en donde se realiza la seleccion de los datos mas
relevantes para el estudio y la limpieza de datos para eliminar problemas tales como datos erré-
neos o faltantes. En la transformacién de los datos se convierten a una representacién que sea
manejable para la técnica de mineria de datos seleccionada (Hernandez et al., 2004). Pos-
teriormente, se encuentra la fase de mineria de datos, en la que define el algoritmo de mi-
neria de datos aimplementar. Finalmente estd la fase de evaluacion, en la cual se determinala
validez y confiabilidad de los patrones obtenidos que representan el conocimiento extraido.

Entre las tareas de mineria educativa de datos, las predictivas son de las mas populares y de
uso mas extendido (Romero y Ventura, 2010, 2012; Pefia, 2014) debido a que permiten detectar
problemas académicos con anticipacién y tomar las decisiones mas adecuadas al problema.

Una de las tareas predictivas es la clasificacién, la cual consiste en predecir la clase de re-
gistros de datos de prueba por medio de registros de datos de entrenamiento. De manera mas
especifica, existe un conjunto de atributos {A,....A }y unavariable de clase C perteneciente a un
conjunto Q ={C,,...,C }. La probabilidad a posteriori de la variable de clase C, dado un conjunto
de atributos, se calcula a partir del teorema de Bayes de la siguiente forma:

) (1)

n

P(CJA,...A )=[P(A,,...A |COPC)I/PA,...A
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Para clasificar un registro, es necesario identificar el valor mas probable y devolverlo como
resultado. En el teorema de Bayes, la hipdtesis mas probable es aquella con maxima probabili-
dad a posteriori (MAP). De esta forma, el valor de la clase mas probable es:

CMAP:ar%Eg?x P(C|A,.....A)

=arg max [P(A,,...,A |C)P(Q)I/P(A.,....A

CEQ,

) (2)

n

=arg max P(A.,...,A |C)P(C)

CEQ.

El algoritmo conocido como Naive Bayes (Hernandez et al., 2004; Witten et al., 2005) supone
que todos los atributos son independientes una vez conocido el valor de la clase. Con base en
esta suposicion, el valor de la clase a devolver es:

CMAP:argC Er(\)ax P(C) ﬂn,-:1 P(Aj|Ci) (3)

Cabe mencionar que la exactitud de las predicciones correctamente clasificadas con el al-
goritmo Naive Bayes es semejante o superior al de otras técnicas de mineria de datos (Michie,
Spiegelhalter y Taylor, 1994; Kotsiantis, Pierrakeas y Pintelas, 2003).

A partir de las férmulas anteriores, se construye el modelo predictivo mediante la estima-
cion de las probabilidades a priori'y a posteriori. Las probabilidades a priori P(C) se estiman di-
vidiendo el numero de registros de la clase C de los datos de entrenamiento entre el total de
los mismos. La estimacion de las probabilidades a posteriori P(AJ.|Ci) de cada atributo discreto
se calculan dividiendo el numero de casos de aparicién del evento entre el numero de casos
totales. En este trabajo, para solucionar el caso en el que las probabilidades P(AJ.|CI) sean igual
a cero, se utiliza la estimacién basada en la ley de sucesién de Laplace (Hernandez et al., 2004),
la cual consiste en obtener el nUmero de casos favorables mds uno, dividido entre el nimero de
casos totales mas el nimero de valores posibles.

Una vez construido el modelo, se puede clasificar un nuevo registro calculando las proba-
bilidades de sus atributos y aplicando la férmula 3 para determinar a qué clase corresponde.
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Planteamiento del problema

Un problema que se ha identificado es la necesidad de modelos predictivos del rendimien-
to académico en estudiantes universitarios con técnicas de mineria de datos para disefar
programas de prevencién de reprobacién y desercién escolar. Esta necesidad es evidente en
México debido al poco desarrollo de este tipo de modelos, a pesar del potencial beneficio en la
mejora del rendimiento académico de estudiantes.

La presente investigacion se realizé para contestar las siguientes preguntas: ;C6mo cons-
truir un modelo predictivo del rendimiento académico en estudiantes universitarios mediante
el algoritmo Naive Bayes y cudl es su exactitud en las predicciones? y ;Co6mo implementar el
modelo predictivo construido utilizando lenguajes de programacion adecuados para su uso en
la web? De esta manera, el objetivo de esta investigacion es construir un modelo para predecir
el rendimiento académico de estudiantes universitarios mediante el algoritmo Naive Bayes, ob-
tener su exactitud en las predicciones y aplicarlo mediante lenguajes de programacion para su
uso en la web.

Metodologia
En esta seccidn se presenta la primera fase del proceso KDD, la cual consiste en la integracién y
recopilacion de datos.

Participantes

La muestra de datos corresponde a estudiantes inscritos en una carrera de ingenieria pertene-
ciente al Instituto Politécnico Nacional en la Ciudad de México. Los datos recopilados fueron la
aprobacion y reprobacién de los estudiantes en un curso de matematicas. También se recopi-
laron datos personales y escolares que han sido utilizados en la literatura para la prediccion del
rendimiento académico, tales como ingreso familiar, escolaridad del padre, entre otros (Shahiri
et al.,, 2015). En total participaron 122 estudiantes en este estudio. En Kotsiantis et al. (2003), y
Mueen, Zafar y Manzoor (2016), se ha observado que, con cantidades similares, el algoritmo
Naive Bayes ha obtenido una exactitud mayor en comparacién con otras técnicas de mineria de
datos.

Instrumento

La informacion de la aprobacién y reprobacion de los estudiantes participantes en este estudio
fue proporcionada por los docentes del curso. Los demas datos fueron recopilados por medio de
una encuesta, la cual estuvo formada por una hoja tamaio carta en la que se especifica el propdsi-
toy los datos a recabar. De manera oral, se indicé a los participantes que la informacion recabada
tiene fines estadisticos y de investigacion. En la figura 2 se muestra el formato del instrumento
utilizado para recabar la informacion.
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Figura 2. Formato del instrumento utilizado para recabar la informacion

Esta encuesta tiene el propdsito de analizar algunas caracteristicas de los alumnos que inciden
en su desempefo académico. La informacion obtenida es anonima y sera utilizada solo con fi-
nes estadisticos y de investigacion.

Matricula:

Escolaridad del padre:
Primaria__ Secundaria__ Bachillerato__ Universidad__ Posgrado__

Escolaridad de la madre:
Primaria__ Secundaria__ Bachillerato__ Universidad__ Posgrado__

Ingresos familiares:
Menos de $5,000 De $5,000 a $10,000 Mas de $10,000

Promedio final obtenido en el bachillerato:

Cantidad de materias reprobadas actualmente:

Promedio actual:

¢Como prefieres estudiar?  Solo En duo En grupo
¢Como prefieres realizar actividades en clase? Solo__ Enduo__ Engrupo__

;Qué tan frecuentemente estudias?:
Continuamente____

Una semana antes de la evaluacion___
Un dia antes de la evaluacion____

FIN DE LA ENCUESTA
iMuchas gracias!

Fuente: elaboracion propia.

Una vez que se recopilaron los datos se formo una tabla con 122 registros. En la figura 3 se
presenta una muestra de los datos de esta tabla.
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Figura 3. Muestra de la tabla de datos recopilados

escpadre escmadre ingresof promant matrep promactual prefestudio prefact frestudio aprueba
secundaria primaria 5000-10000 7.6 1 7.96 solo grupo continuo S|
media superior primaria 5000-10000 7.8 1 7.5 duo solo continuo S|
superior secundaria <5000 8 3 6.9 solo solo semana antes S|
superior secundaria  5000-10000  6.95 2 7.2 solo solo semanaantes NO
superior superior 5000-10000 8 1 7.5 grupo grupo semana antes S|
media superior media superior 5000-10000 7.1 3 5.86 solo grupo  continuo NO
superior superior >10000 8.5 0 7.1 solo grupo ' semana antes S|
primaria primaria <5000 8.1 1 6.4 grupo grupo continuo Sl
media superior media superior 5000-10000 9.65 3 6.42 duo duo continuo S|
superior superior 5000-10000 8.8 2 7.2 solo grupo semanaantes NO
secundaria media superior <5000 8.2 2 6.2 grupo duo continuo NO
superior media superior 5000-10000 8 2 6.7 duo duo semanaantes NO
posgrado secundaria  5000-10000 7.3 1 7.33 grupo grupo semanaantes NO
media superior media superior <5000 8.3 1 6 solo grupo  continuo NO
superior secundaria  5000-10000 7.8 2 5.4 grupo grupo semanaantes NO
posgrado superior 5000-10000 7.5 0 7.4 solo solo semana antes S|
media superior primaria 5000-10000 8 1 7 grupo duo semanaantes NO
secundaria media superior <5000 7.8 1 6.4 duo solo continuo S|
media superior media superior 5000-10000 7.81 0 8.33 duo grupo semanaantes Sl
superior superior >10000 7.81 1 8.1 solo grupo dia antes S|
secundaria secundaria <5000 7 1 7.5 solo duo semanaantes Sl
primaria primaria 5000-10000 9.3 0 7.83 solo duo continuo S|
secundaria secundaria  5000-10000 7.1 1 7.2 solo grupo semanaantes Sl
superior superior >10000 8.96 0 8.83 solo duo continuo S|
posgrado superior >10000 7.3 1 7.4 solo solo continuo S|
secundaria  media superior <5000 8.7 1 7.5 solo grupo ' semana antes S|

Fuente: elaboracion propia.

En los datos recopilados no se tuvieron datos faltantes o erréneos, por lo que solo es nece-
saria la transformacion de datos para el algoritmo de prediccion utilizado. Esta transformacién
se explica en la siguiente seccion.

Desarrollo
En esta seccion se realiza la transformacion de datos recopilados y la implementacion del mo-
delo predictivo mediante lenguajes de programacion.

En la figura 3 se observa que los datos recopilados contienen diez atributos (columnas), de
los cuales el atributo “aprueba” define la etiqueta de la clase. Los datos se transformaron a va-
lores nominales para su mejor manejo en la fase de mineria de datos. En la tabla 1 se muestran
todos los atributos utilizados y sus posibles valores nominales.
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Tabla 1. Atributos de los estudiantes con sus posibles valores

Atributos Valores posibles

Escolaridad del padre (escpadre) Educacion primaria y secundaria (basica), educacion me-
dia superior (msup), educacion superior o mayor (sup)

Escolaridad de la madre (escmadre) | Educacion primaria y secundaria (basica), educacion me-
dia superior (msup), educacion superior o mayor (sup))

Ingreso familiar (ingresof) Menos de $5000 (bajo), entre $5000 y $10000 (medio),
mas de $10000 (alto)

Promedio de media superior (pro- | Entre oy 7.4 (bajo), entre 7.5y 8.4 (medio), entre 8.5y 10
mant) (alto)

Materias reprobadas actualmente | Cero materias (cero), una materia (una), dos o mas mate-

(matrep) rias (dosomas)

Promedio actual (promactual) Entre oy 7.4 (bajo), entre 7.5y 8.4 (medio), entre 8.5y 10
(alto)

Preferencia de estudio (prefestu- Estudiar solo (solo), estudiar en dUo (duo), estudiar en

dio) grupo (grupo)

Preferencia para realizar activida- Realizar actividades solo (solo), realizar actividades en duo

des (prefact) (duo), realizar actividades en grupo (grupo)

Frecuencia de estudio (frestudio) Estudiar de forma continua (continuo), estudiar una sema-

na antes del examen (semantes), estudiar un dia antes del
examen (diantes)

Aprobacion del curso (aprueba) Si, NO

Fuente: elaboracion propia.

En la figura 4, se presenta una muestra de los datos transformados a valores nominales.
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Figura 4. Muestra de la tabla de datos transformados a valores nominales

escpadre escmadre ingresof promant matrep promactual prefestudio prefact frestudio aprueba

basica basica medio medio una medio solo grupo = continuo SI
msup basica medio medio una medio duo solo  continuo Sl
sup basica bajo = medio dosomas bajo solo solo semantes SI
sup basica medio  bajo dosomas bajo solo solo semantes NO
sup sup medio  medio una medio grupo grupo semantes S|
msup msup  medio  bajo dosomas bajo solo grupo continuo  NO
sup sup alto alto cero bajo solo grupo semantes S|
basica basica bajo = medio una bajo grupo grupo = continuo S|
msup msup  medio alto  dosomas bajo duo duo  continuo SI
sup sup medio alto  dosomas bajo solo grupo semantes NO
basica msup bajo | medio dosomas bajo grupo duo continuo  NO
sup msup  medio medio dosomas bajo duo duo semantes NO
sup basica medio  bajo una bajo grupo grupo semantes NO
msup msup bajo | medio una bajo solo grupo continuo  NO
sup basica medio medio dosomas bajo grupo grupo semantes  NO
sup sup medio = medio cero bajo solo solo semantes S|
msup basica medio medio una bajo grupo duo semantes NO
basica msup bajo = medio una bajo duo solo  continuo S|
msup msup  medio medio cero medio duo grupo semantes Sl
sup sup alto medio una medio solo grupo = diantes Sl
basica basica bajo bajo una medio solo duo semantes S|
basica basica = medio alto cero medio solo duo  continuo Sl
basica basica medio  bajo una bajo solo grupo semantes S|
sup sup alto alto cero alto solo duo  continuo S|
sup sup alto bajo una bajo solo solo  continuo S|
basica msup bajo alto una medio solo grupo semantes Sl

Fuente: elaboracidn propia.

Una vez transformados los datos, se les aplica la técnica de mineria de datos para construir
el modelo predictivo.

En este trabajo, la tarea predictiva empleada es la clasificacion, y la técnica utilizada es el
algoritmo Naive Bayes. El modelo predictivo se construye por medio del célculo de las proba-
bilidades a priori y a posteriori, descrito en las secciones anteriores. Por ejemplo, el nUmero de
registros en donde el atributo “aprueba” es igual a “Si” es de 65 de 122 posibles, por lo que la
probabilidad a priori P(aprueba=Si) es igual a 65/122 = 0.5328. Otro ejemplo, es el nimero de
registros en donde el atributo “escpadre” es igual a “basica” dado que “aprueba” es igual a “Si”,
tomando en cuenta la ley de sucesién de Laplace, es de 28 de 68 posibles; de esta manera, la
probabilidad a posteriori P(escpadre=basica/aprueba=SI) es igual a 0.4118. La estimacién de
este tipo de probabilidades es laboriosa debido a la cantidad de datos a analizar, por lo que

DialoQOos
sobre’ Educacion ano 10 | numero 19 | julio-diciembre 2019 | ISSN 2007-2171 10



Construccion e implementacién de un modelo para predecir el rendimiento académico de estudiantes universitarios mediante el algoritmo
Naive Bayes

existen diferentes herramientas informaticas que permiten aplicar técnicas de mineria de datos
para crear modelos predictivos, tal y como se ha hecho en Jaramillo y Paz (2015), y Pacheco y
Fernandez (2015). No obstante, este tipo de herramientas requieren que los usuarios tengan
conocimientos especializados, tanto en el uso de la herramienta como en mineria de datos. Por
lo que, a diferencia de estos trabajos y de manera similar a Valero, Salvador y Garcia, (2010), en
este trabajo se realizé una plataforma en la que se programo el algoritmo Naive Bayes en HTML5
(HyperText Markup Language, version 5) y PHP (Hypertext Pre-Processor) con el proposito de
publicarlo en un sitio web como un apoyo a profesores, no solo de la institucion donde fueron
recabados los datos sino de cualquier institucion educativa. Esta plataforma permite introducir
datos de entrenamiento de un numero variable de estudiantes y de cualquier area de estudios
para calcular automaticamente las probabilidades a priori y a posteriori. La interfaz grafica para
introducir los datos de entrenamiento se muestra en la figura 4.

Figura 4. Interfaz grafica de la plataforma para introducir los datos de entrenamiento

FORMULARIO PARA DATOS DE ENTRENAMIENTO
[INSERTAR

ID :

Escolaridad del padre ;| secundaria o menor ¥
Escolaridad de la madre : | secundaria o menor ¥
Ingresos familiares : menos de §5000

Promedio anterior : menor o igual a 7.4~

Materias reprobadas - |0 v

Promedio actual : menor o igual a 7.4

Preferencia de estudio : | solo v

Preferencia para hacer actividades en clase | solo v
Frecuencia de estudio ;| continuamente v
El estudiante aprusba - | S| ¥

Insertar

BORFAR

ID del registro a eliminar:

Eliminar

Fuente: elaboracion propia.
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Por medio de esta plataforma se obtuvieron todas las probabilidades a prioriy a posteriori
que componen el modelo predictivo, las cuales se presentan en la tabla 2.

Tabla 2. Probabilidades estimadas con algoritmo Naive Bayes

Probabilidades clase =S/ clase=NO
P(aprueba=clase) 0.5328 0.4672
P(escpadre=basica/aprueba=clase) 0.4118 0.2667
P(escpadre=msup/aprueba=clase) 0.3235 0.3333
P(escpadre=sup/aprueba=clase) 0.2647 0.4
P(escmadre=basica/aprueba=clase) 0.4118 0.3333
P(escmadre=msup/aprueba=clase) 0.3529 0.4167
P(escmadre=sup/aprueba=clase) 0.2353 0.25
P(ingresof=bajo/aprueba=clase) 0.3382 0.35
P(ingresof=medio/aprueba=clase) 0.5147 0.45
P(ingresof=alto/aprueba=clase) 0.1471 0.2
P(promant=bajo/aprueba=clase) 0.2794 0.4167
P(promant=medio/aprueba=clase) 0.5147 0.4167
P(promant=alto/aprueba=clase) 0.2059 0.1666
P(matrep=cero/aprueba=clase) 0.5 0.3333
P(matrep=una/aprueba=clase) 0.4118 0.25
P(matrep=dosomas/aprueba=clase) 0.0882 0.4167
P(promactual=bajo/aprueba=clase) 0.4853 0.7833
P(promactual=medio/aprueba=clase) 0.3971 0.15
P(promactual=alto/aprueba=clase) 0.1176 0.0667
P(prefestudio=solo/aprueba=clase) 0.5294 0.4167
P(prefestudio=duo/aprueba=clase) 0.2206 0.2833
P(prefestudio=grupo/aprueba=clase) 0.25 0.3
P(prefact=solo/aprueba=clase) 0.2647 0.2
P(prefact=duo/aprueba=clase) 0.3235 0.3
P(prefact=grupo/aprueba=clase) 0.4118 0.5
P(frestudio=continuo/aprueba=clase) 0.3676 0.4
P(frestudio=semantes/aprueba=clase) 0.5 0.5167
P(frestudio=diantes/aprueba=clase) 0.1324 0.0833

Fuente: elaboracion propia.

De la tabla 2 se observa que la probabilidad a posteriori P(prefestudio=solo/aprueba=SI) =
0.5294 es la mas alta de la clase aprueba=Si y la probabilidad a posteriori P(promactual=bajo/
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aprueba=NO) = 0.7833 es la mas alta de la clase aprueba=NO. En el algoritmo Naive Bayes, las
probabilidades a posteriori se multiplican para predecir el rendimiento académico, por lo que
las probabilidades a posteriori con valores mayores son las que mas influyen en la aprobacion y
en la reprobacién. De esta manera, en el modelo predictivo construido, el factor que mas influye
en que un estudiante repruebe el curso es si tiene un promedio actual bajo (<7.4). De la misma
forma, el factor que mas influye en que un estudiante apruebe el curso es si el estudiante pre-
fiere estudiar solo.

Resultados

Una vez construido el modelo, se puede predecir la aprobacién de un nuevo estudiante a par-
tir de las probabilidades de la tabla 2 que correspondan a los atributos de dicho estudiante y
aplicando la férmula 3. Esto se puede hacer de forma automatica por medio de la plataforma
construida, ya que permite calcular la prediccién de un nuevo registro, una vez estimadas las
probabilidades del modelo. La interfaz grafica para introducir los datos de prueba se muestra
en la figura 5.

Figura 5. Interfaz grafica de la plataforma para introducir los datos de prueba

FORMULARIO PARA PREDECIR LA APROBACION DEL ESTUDIANTE

Escolanidad del padre | secundaria o menor

Escolaridad de la madre : | secundaria o menor ¥

Ingresos familiares : menos de $5000 v

Promedio anterior - menor o igual a 7.4~

Materias reprobadas - |0 v

Promedio actual : menor o igual a 7.4+

Preferencia de estudio : | solo v

DPreferencia para hacer actividades en clase ;| solo v
Frecuencia de estudio : | continuamente v

Predecir

Fuente: elaboracion propia.

Para evaluar el modelo predictivo construido se calcula la exactitud de las predicciones
(porcentaje de la cantidad de registros con predicciones correctas entre el total de registros),
utilizando el método conocido como validacion cruzada (Hernandez et al., 2004). Este método
consiste en dividir aleatoriamente el total de los datos de entrenamiento en un numero fijo
de grupos; en este caso, se dividié en dos conjuntos equitativos. Se construye un modelo con
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el primer conjunto y se usa para predecir los resultados del segundo conjunto y se calcula su
exactitud. Después, se construye un modelo con el segundo conjunto y se usa para predecir los
resultados del segundo conjunto y se calcula su exactitud. Finalmente, se calcula la exactitud
del modelo construido promediando las exactitudes calculadas anteriormente.

De esta manera, se dividieron en forma aleatoria los 122 registros de estudiantes en dos
conjuntos de 61 registros, en donde un conjunto fue de entrenamiento y el otro de prueba
para calcular su exactitud y viceversa. El promedio de estas exactitudes en porcentaje fue de
61.4754%, el cual representa la exactitud estimada del modelo predictivo.

Para comprobar la exactitud estimada del modelo predictivo construido, se aplicé el mode-
lo para predecir el rendimiento académico de 71 estudiantes del mismo curso, pero del siguien-
te semestre. Primeramente, se utilizé el modelo predictivo construido y la plataforma realizada
para obtener predicciones de los estudiantes. Posteriormente, se compararon estas prediccio-
nes con los resultados reales obtenidos por los estudiantes al final del curso. En la figura 6 se
presenta el numero de predicciones correctas e incorrectas. Ademas, se observa que la exac-
titud de las predicciones fue de 70.4225 %, la cual es superior a la estimada con el método de
validacién cruzada.

Figura 6. Cantidad de predicciones correctas e incorrectas de los datos de prueba

21
(29.5775 %)

50
(70.4225 %)

0 20 40 60

B Prediccionesincorrectas  ™Predicciones correctas

Fuente: elaboracion propia.
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Discusion y conclusiones

El objetivo de este trabajo ha sido presentar la construccion de un modelo predictivo del ren-
dimiento académico de estudiantes universitarios, obtener la exactitud en sus predicciones e
implementarlo en una plataforma educativa, en la cual se utilizé el algoritmo Naive Bayes. Este
algoritmo ha sido utilizado en la literatura para predecir el rendimiento académico (Shahiri et
al., 2015), ademas, ha presentado una buena exactitud en las predicciones con una cantidad
pequena de datos de entrenamiento (Kavipriya, 2016). Por lo que este algoritmo es util en am-
bientes educativos que generen pocos datos, tal es el caso de grupos de estudiantes de clases
presenciales. Los resultados de este estudio muestran como, a partir de algunos datos acadé-
micos y personales de estudiantes al inicio de un curso, permite predecir con cierto porcentaje
de exactitud el rendimiento académico de estudiante al final del curso. El disefio del modelo
predictivo se realizd a partir del proceso de descubrimiento de extraccion de conocimiento de
bases de datos. El modelo predictivo se construyé en una plataforma que permite ingresar los
datos de los estudiantes para construir el modelo y, posteriormente, introducir los datos de es-
tudiantes a los cuales se les va a predecir su rendimiento académico. La plataforma construida
acepta diferentes cantidades de registros de estudiantes de cualquier area, con los atributos
mostrados en este andlisis. Tiene la opcion de introducir los datos de entrenamiento para calcu-
lar las probabilidades del modelo y de introducir los datos de prueba para realizar las prediccio-
nes del rendimiento académico. Esto brinda la posibilidad de ser utilizada por profesores que
no tengan conocimientos de mineria de datos.

El algoritmo Naive Bayes predice si un estudiante aprueba o no con base en el producto de
sus probabilidades, como lo indica la ecuacién 3. Los valores mas grandes de probabilidad son
los que influyen de forma mas significativa en la decision de la prediccién de aprobacion o re-
probacion. El primer renglon de la tabla 2 representa las probabilidades a priori de aprobacion y
reprobacion. En este trabajo, la probabilidad P(aprueba=5i) es mayor que P(aprueba=Si) debido
a que la cantidad de estudiantes aprobados es mayor que la de reprobados en los datos de en-
trenamiento. A partir del siguiente renglén de la tabla 2, se encuentran las probabilidades a pos-
teriori. Se observa que la probabilidad a posteriori mas alta de la tercera columna (probabilidad
que mas influye en la reprobacién) es P(promactual=bajo/aprueba=NO) = 0.7833, la cual ocurre
cuando el promedio actual del estudiante es bajo (<7.4). De la misma manera, la probabilidad
a posteriori mas alta de la segunda columna (probabilidad que mas influye en la aprobacién) es
P(prefestudio=solo/aprueba=SI) = 0.5294, la cual sucede cuando el estudiante prefiere estudiar
solo. El hecho de que los estudiantes que tienen un promedio actual bajo tengan mayor probabi-
lidad de reprobar el curso, se debe a que el promedio actual es uno de los principales indicadores
del rendimiento académico de estudiantes (Shahiri et al., 2015). En cuanto al hecho de que los
estudiantes prefieran estudiar solos y tengan mayor probabilidad de aprobar el curso, tiene que
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ver con el poco tiempo que tienen para hacerlo o la falta de habito de hacerlo en equipo, como
se menciona en Alvarez, Gugelmeier y Hermida (2013). De esta manera, la construccion del
modelo predictivo no solo permite obtener predicciones del rendimiento académico, ademas,
permite identificar los factores que mas influyen en la aprobacién y reprobacién de estudiantes
especificos. Esto es de interés para profesores e instituciones educativas debido a que permite
tomar las medidas necesarias con los estudiantes para evitar la reprobacién y desercion escolar.

En la figura 3, se observa que la exactitud estimada del modelo (61.4754 %) es menor a la
exactitud obtenida al aplicar el modelo predictivo en nuevos datos (70.4225 %), lo que significa
gue los nuevos datos tuvieron un comportamiento ligeramente diferente al de los datos de
entrenamiento.

Se debe notar que pocos trabajos instrumentan una plataforma para automatizar la pre-
diccién del rendimiento académico como el de Rico y Sanchez (2018), quienes utilizaron cinco
atributos estudiantiles consiguiendo una exactitud de 62.3 % a partir de 94 estudiantes que
participaron en el estudio. A diferencia de este trabajo, en esta investigacion se instrumentoé
una plataforma automatica de prediccion que utiliza nueve atributos estudiantiles y se obtu-
vo una exactitud de 70.42 por ciento.

Finalmente, se debe resaltar que el modelo construido permite a los profesores identificar
desde el inicio de sus cursos qué factores influyen en el rendimiento académico y qué estudian-
tes tienen mayor probabilidad de aprobar y reprobar. Asi, los profesores tienen la oportunidad
de disenar estrategias de prevencién y disminuir las estrategias de recuperacién que impliquen
que el estudiante repruebe alguna evaluacion parcial, para que ellos puedan realizar algun tipo
de intervencion. Las estrategias de recuperacion son una practica frecuente en la mayoria de las
instituciones educativas y es necesario cambiarlas por estrategias de prevencién para mejorar
los procesos de ensenanza y de aprendizaje.
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